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1 (modèles de Markov cachés (HMM) généraux : 1)

modèle de Markov caché (HMM)

- - - -Xk−1 Xk Xk+1

? ? ?
Yk−1 Yk Yk+1

états cachés : châıne de Markov, noyau de transition

P[Xk ∈ dx′ | Xk−1 = x] = Qk(x, dx
′)



2 (modèles de Markov cachés (HMM) généraux : 2)

espace d’état E

• fini, dénombrable

• espace euclidien, variété

• hybride continu / discret

• avec contraintes

• dépendant du temps

• trajectoriel (croissant avec le temps)

Ξk = (X0 · · ·Xk)

il suffit de savoir simuler une v.a. Xk de loi Qk(x, dx
′)



3 (modèles de Markov cachés (HMM) généraux : 3)

exemple : équation différentielle stochastique (EDS)

dX ′
t = b(X ′

t) dt+ σ(X ′
t) dW

′
t

échantillonnée aux instants t0 < · · · < tk < · · ·

suite Xk = X ′
tk
châıne de Markov

pas d’expression explicite pour le noyau de transition

Qk(x, dx
′) = P[Xk ∈ dx′ | Xk−1 = x] = P[X ′

tk
∈ dx′ | X ′

tk−1
= x]

mais facile de simuler la v.a. X ′
tk
sachant X ′

tk−1
= x :

discrétisation numérique de l’EDS entre les instants tk−1 et tk

avec la condition initiale X ′
tk−1

= x



4 (modèles de Markov cachés (HMM) généraux : 4)

observations : conditionnellement indépendantes sachant les états cachés

P[Yk ∈ dy′ | Xk = x′] = gk(x
′, y′)λFk (dy

′)

vraisemblance

Ψk(x
′) = gk(x

′, Yk)

adéquation entre l’état caché x′ et l’observation Yk

exemple : bruit blanc additif

Yk = hk(Xk) + Vk où Vk ∼ qk(v) dv

alors

P[Yk ∈ dy′ | Xk = x′] = qk(y
′ − hk(x

′)) dy′

Ψk(x
′) = qk(Yk − hk(x

′))

et dans le cas de bruits gaussiens (variance identité)

Ψk(x
′) = exp{− 1

2
|Yk − hk(x

′)|2}



5 (modèles de Markov cachés (HMM) généraux : 5)

modèle : de + en + général

• états cachés : châıne de Markov

observations : conditionnellement indépendantes sachant les états cachés

(v.a. indépendantes, dont les distributions dépendent des états cachés)

• états cachés : châıne de Markov

observations : conditionnellement markoviennes sachant les états cachés

(châıne de Markov, dont les transitions dépendent des états cachés)

- - - -Xk−1 Xk Xk+1

? ? ?
- - - -Yk−1 Yk Yk+1

• états cachés et observations : conjointement markoviens



6 (modèles de Markov cachés (HMM) généraux : 6)

hypothèse : de + en + faible

• savoir simuler une v.a. Xk sachant Xk−1 = x

et connâıtre explicitement / savoir calculer la fonction de vraisemblance

(suppose un modèle dominé pour les distributions conditionnelles des

observations)

• savoir simuler un couple de v.a. (Xk, Yk) sachant Xk−1 = x

exemples :

(i) bruit blanc additif, mais pas d’expression explicite pour la densité qk(v)

Yk = hk(Xk) + Vk où Vk ∼ qk(v) dv

(ii) bruit blanc non–additif

Yk = jk(Xk, Vk)

(iii) observations parfaites

Yk = hk(Xk)
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7 (filtre optimal et fonctions de contraste : 1)

objectif : au vu des observations Y0:k = (Y0 · · ·Yk)

• estimer (récursivement) l’état caché Xk

• identifier le modèle (paramètre inconnu θ dans le noyau markovien Qθ
k(x, dx

′)

et / ou dans la vraisemblance Ψθ
k(x

′))

filtre / prédicteur optimal (un pour chaque valeur du paramètre)

distribution de probabilité conditionnelle de l’état caché Xk

sachant les observations Y0:k = (Y0 · · ·Yk)

µθk(dx) = Pθ[Xk ∈ dx | Y0:k]

ou sachant les observations Y0:k−1 = (Y0 · · ·Yk−1)

µθk|k−1(dx) = Pθ[Xk ∈ dx | Y0:k−1]



8 (filtre optimal et fonctions de contraste : 2)

approche bayésienne : loi a priori sur le paramètre θ

• MCMC : simulation d’un N–échantillon de la loi conditionnelle jointe des

états (X0 · · ·Xn) et du paramètre θ sachant les observations (Y0 · · ·Yn),

puis marginalisation

• filtrage : châıne de Markov augmentée : état Xk et paramètre θ

calcul récursif de la loi conditionnelle jointe de l’état (Xk, θ) sachant les

observations (Y0 · · ·Yn), puis marginalisation

mise en œuvre avec une approximation particulaire

permet d’obtenir la loi a posteriori du paramètre θ,

et pas seulement un estimateur ponctuel θ̂

au prix d’une augmentation de l’état



9 (filtre optimal et fonctions de contraste : 3)

loi jointe des observations Y0:n = (Y0 · · ·Yn)

Pθ[Y0:n ∈ dy0:n] =

n∏

k=0

Pθ[Yk ∈ dyk | Y0:k−1 = y0:k−1]︸ ︷︷ ︸
pθk(y0:k)λ

F
k (dyk)

avec

pθk(y0:k) =

∫

E

gθk(x
′, yk) Pθ[Xk ∈ dx′ | Y0:k−1 = y0:k−1]

fonction de log–vraisemblance pour l’estimation du paramètre θ

`θn = log
[ n∏

k=0

pθk(Y0:k)
]
=

n∑

k=0

log pθk(Y0:k)

=

n∑

k=0

log

∫

E

gθk(x
′, Yk)︸ ︷︷ ︸

Ψθ
k(x

′)

Pθ[Xk ∈ dx′ | Y0:k−1]︸ ︷︷ ︸
µθk|k−1

(dx′)

=

n∑

k=0

log〈µθk|k−1,Ψ
θ
k〉



10 (filtre optimal et fonctions de contraste : 4)

équation d’évolution pour le filtre optimal

µθk−1

prédiction

−−−−−−−−−→ µθ
k|k−1 = µθk−1Q

θ
k

correction

−−−−−−−−−→ µθ
k = Ψθ

k · µ
θ
k|k−1

ou bien, en une seule étape

µθk = R̄θ
k(µ

θ
k−1) avec R̄θ

k(µ) =
µRθ

k

〈µRθ
k, 1〉

et avec le noyau non–normalisé

Rθ
k(x, dx

′) = Qθ
k(x, dx

′) Ψθ
k(x

′)

fonction de log–vraisemblance

`θn =
n∑

k=0

log〈µθk|k−1,Ψ
θ
k〉 =

n∑

k=0

log〈µθk−1 Q
θ
k,Ψ

θ
k〉 =

n∑

k=0

log〈µθk−1 R
θ
k, 1〉
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11 (filtrage particulaire : introduction, démo : 1)

filtrage particulaire : calcul numérique approché du filtre optimal, à l’aide d’un

système de particules en interaction

les particules

• explorent l’espace d’état, en évoluant de manière indépendante comme le

processus sous–jacent, i.e. selon le noyau markovien Qk(x, dx
′)

• et interagissent sous l’effet d’un mécanisme de sélection, lié à l’adéquation de

chaque particule avec l’observation courante, i.e. en fonction de la

vraisemblance Ψk(x
′)

la combinaison des deux mécanismes d’exploration et de sélection permet de

concentrer automatiquement les particules (i.e. la puissance de calcul) dans les

régions d’intérêt de l’espace d’état



12 (filtrage particulaire : introduction, démo : 2)

approximation particulaire

µk ≈ µNk =

N∑

i=1

ωi
k δξik

avec

N∑

i=1

ωi
k = 1

distribution empirique pondérée associée à un N–échantillon, ou système de

particules, caractérisé par l’ensemble

Σk = ((ξ1k, ω
1
k) · · · (ξ

N
k , ω

N
k ))

des positions et des poids des particules

algorithme décrit par le mécanisme qui permet de construire Σk à partir de Σk−1

repose sur la notion d’échantillonage pondéré (présenté à partir de #23)

démo, c© Fabien Campillo

http://www.irisa.fr/sigma2/campillo/site-pf/contents/matlab/
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approximation Monte Carlo régulière dans les modèles dominés
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13 (filtre particulaire, bootstrap vs. SIR : 1)

algorithme de base : filtre bootstrap (Gordon, Salmond and Smith, IEE

Proceedings, Part F, 1993)

µk ≈ µNk =

N∑

i=1

ωi
k δξik

avec

N∑

i=1

ωi
k = 1

• sélection des particules de plus forts poids : indépendamment pour i = 1 · · ·N

τ ik−1 ∼ (ω1
k−1 · · ·ω

N
k−1) à valeurs dans les indices 1 · · ·N

• mutation selon le noyau markovien : indépendamment pour i = 1 · · ·N

ξik ∼ Qk(ξ
τ i

k−1

k−1 , dx
′)

• pondération selon la vraisemblance : pour i = 1 · · ·N

ωi
k ∝ Ψk(ξ

i
k)



14 (filtre particulaire, bootstrap vs. SIR : 2)

généralisation : décomposition d’importance du noyau non–normalisé

Rk(x, dx
′) = Qk(x, dx

′)Ψk(x
′) = Pk(x, dx

′)Wk(x, x
′)

avec

• un noyau de mutation Pk(x, dx
′) markovien

a.c. par rapport à Rk(x, dx
′) i.e. si Rk(x,A) > 0, alors Pk(x,A) > 0

• une fonction de sélection Wk(x, x
′)

dépendant de la transition (x, x′) et pas seulement de l’état x′

et des poids de sélection

ωi
k−1 =

ωi
k−1

πik
πik

avec

• une distribution discrète (π1k · · ·π
N
k )

a.c. par rapport à (ω1
k−1 · · ·ω

N
k−1) i.e. si ω

i
k−1 > 0, alors πik > 0



15 (filtre particulaire, bootstrap vs. SIR : 3)

algorithme plus général : filtre SIR (sampling / importance resampling)

• sélection des particules de plus forts poids : indépendamment pour i = 1 · · ·N

τ ik ∼ (π1k · · ·π
N
k ) à valeurs dans les indices 1 · · ·N

• mutation selon le noyau d’importance : indépendamment pour i = 1 · · ·N

ξik ∼ Pk(ξ
τ i

k

k−1, dx
′)

• pondération selon le rapport d’importance : pour i = 1 · · ·N

ωi
k ∝

ω
τ i

k

k−1

π
τ i

k

k

Wk(ξ
τ i

k

k−1, ξ
i
k)

utilisation des poids discrets (ω1
k−1 · · ·ω

N
k−1) pour sélection et / ou pondération



16 (filtre particulaire, bootstrap vs. SIR : 4)

approximation particulaire de la fonction de log–vraisemblance

`θn =

n∑

k=0

〈µθk|k−1,Ψ
θ
k〉 =

n∑

k=0

log〈µθk−1 R
θ
k, 1〉

avec le filtre bootstrap

`θn ≈

n∑

k=0

log[

N∑

i=1

Ψk(ξ
i
k) ]

avec le filtre SIR

`θn ≈

n∑

k=0

log[

N∑

i=1

ω
τ i

k

k−1

π
τ i

k

k

Wk(ξ
τ i

k

k−1, ξ
i
k) ]

les systèmes de particules Σk dépendent du paramètre θ

−→ approximation Monte Carlo ponctuelle, irrégulière, de la fonction de

log–vraisemblance



17 (filtre particulaire, bootstrap vs. SIR : 5)

θ1θ0 θ2 θ3 θ4

aller directement au #23



18 (filtre particulaire, bootstrap vs. SIR : 6)

quelques cas particuliers (choix des noyaux de mutation

et des poids de sélection)

I filtre bootstrap

Pk(x, dx
′) = Qk(x, dx

′) Wk(x, x
′) = Ψk(x

′) πik = ωi
k−1

d’où le nouveau poids

ωi
k ∝ Ψk(ξ

i
k)

pour tout i = 1 · · ·N



19 (filtre particulaire, bootstrap vs. SIR : 7)

simuler des particules en aveugle peut entrâıner une dégénerescence des poids,

e.g. en cas de mauvais recouvrement entre distributions de probabilité a priori et

fonction de vraisemblance, càd si

Qk Ψk(ξ̂
i
k−1) =

∫

E

Qk(ξ̂
i
k−1, dx

′) Ψk(x
′) ≈ 0

pour la plupart des i = 1 · · ·N

Qk(ξ̂
i
k−1, dx

′)

Ψk(x
′)



20 (filtre particulaire, bootstrap vs. SIR : 8)

I mutation guidée par les observations

Pk(x, dx
′) = Q̂k(x, dx

′) =
Qk(x, dx

′) Ψk(x
′)

Qk Ψk(x)

Wk(x, x
′) = Ψ̂k(x) = Qk Ψk(x)

dépend de l’observation future Yk et ne dépend pas de x
′, donc peut être utilisé

dès l’étape de sélection

πik = Ψ̂k(ξ
i
k−1) /

[ N∑

j=1

Ψ̂k(ξ
j
k−1)

]

d’où le nouveau poids

ωi
k ∝ ω

τ i

k

k−1

pour tout i = 1 · · ·N



21 (filtre particulaire, bootstrap vs. SIR : 9)

bonne idée, mais il n’est en général pas facile

• de simuler des v.a. selon le noyau Q̂k(x, dx
′),

• ni de calculer la fonction de sélection Ψ̂k(x)

sauf dans certains cas particuliers, e.g. bruits mélanges de v.a. gaussiennes et

fonction d’observation linéaire



22 (filtre particulaire, bootstrap vs. SIR : 10)

I particules auxiliaires (Pitt et Shephard, 1999)

Pk(x, dx
′) = Qk(x, dx

′) Wk(x, x
′) = Ψk(x

′) πik ∝ Ψi
k

où Ψi
k est une approximation de la mesure de recouvrement

Qk Ψk(ξ
i
k−1) =

∫

E

Qk(ξ
i
k−1, dx

′) Ψk(x
′) ≈ Ψi

k

d’où le nouveau poids

ωi
k ∝ ω

τ i

k

k−1

Ψk(ξ
i
k)

Ψ
τ i

k

k

pour tout i = 1 · · ·N
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23 (échantillonnage pondéré : 1)

approximation Monte Carlo

µ(dx) =
r(x)m(dx)∫

E

r(x′) m(dx′)

∝ r(x)m(dx)

densité r(x) connue à une constante multiplicative près

s’il est possible de simuler directement selon µ(dx), alors

〈µ, φ〉 =

∫

E

φ(x) µ(dx) ≈
1

N

N∑

i=1

φ(xi)

i.e.

µ ≈
1

N

N∑

i=1

δxi avec xi ∼ µ(dx)

indépendamment pour tout i = 1 · · ·N



24 (échantillonnage pondéré : 2)

échantillonage pondéré : s’il est plus facile de simuler selon m(dx), alors

〈µ, φ〉 =

∫

E

φ(x) µ(dx) =

∫

E

φ(x) r(x) m(dx)
∫

E

r(x) m(dx)

≈

N∑

i=1

φ(ξi) r(ξi)

N∑

i=1

r(ξi)

i.e.

µ ≈

N∑

i=1

r(ξi)
N∑

j=1

r(ξj)

δξi
avec ξi ∼ m(dx)

indépendamment pour tout i = 1 · · ·N



25 (échantillonnage pondéré : 3)

application : approximation Monte Carlo régulière dans un modèle dominé

µθ(dx) ∝ rθ(x)m(dx)

pour chaque valeur du paramètre θ

µθ ≈
1

N

N∑

i=1

δ
xθi

avec xθi ∼ µθ(dx)

v.s.

µθ ≈

N∑

i=1

rθ(ξi)
N∑

j=1

rθ(ξj)

δξi
avec ξi ∼ m(dx)

indépendamment pour tout i = 1 · · ·N



26 (échantillonnage pondéré : 4)

si θ 7−→ rθ(x) est régulière (continue, dérivable, etc.), alors

θ 7−→ µθ(dx) =
rθ(x)m(dx)∫

E

rθ(x′) m(dx′)

et θ 7−→ µθN =

N∑

i=1

rθ(ξi)
N∑

j=1

rθ(ξj)

δξi

sont régulières, avec pour dérivées les mesures signées de masse nulle

∂µθ

∂θ
(dx) =

∂rθ

∂θ
(x)m(dx)

∫

E

rθ(x′) m(dx′)

− aθ µθ(dx)

et

∂µθN
∂θ

=

N∑

i=1

∂rθ

∂θ
(ξi)

N∑

j=1

rθ(ξj)

δξi
− aθN µθN

respectivement (aθ et aθN constantes de normalisation)
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27 (hypothèses de régularité sur le modèle de Markov caché : 1)

noyau markovien Qθ
k(x, dx

′) paramétré par θ dans un voisinage de θ0,

avec Qθ0
k (x, dx′) = Qk(x, dx

′) pour θ = θ0

Hypothèse AC0 : représentation probabiliste

Qθ
k φ(x) = Eθ[φ(Xk) | Xk−1 = x] = E[φ(Xk) Λ

θ
k | Xk−1 = x]

où

P[Xk ∈ dx′,Λθ
k ∈ dλ′ | Xk−1 = x] = Lθ

k(x, dx
′, dλ′)

et facile de simuler une v.a. (Xk,Λ
θ
k) de loi L

θ
k(x, dx

′, dλ′)



28 (hypothèses de régularité sur le modèle de Markov caché : 2)

exemple : EDS échantillonnée, dépendant d’un paramètre

dX ′
t = bθ(X ′

t) dt+ σ(X ′
t) dW

′ θ
t sous Pθ (1)

dX ′
t = b(X ′

t) dt+ σ(X ′
t) dW

′
t sous P = Pθ0 (2)

dans le cas simple où σ(x) ≡ I, l’Hypothèse AC0 est vérifiée avec

Λθ
k = exp{

∫ tk

tk−1

[bθ(X ′
s)− b(X ′

s)]
∗ dW ′

s −
1
2

∫ tk

tk−1

|bθ(X ′
s)− b(X ′

s)|
2 ds}

facile de simuler sous P = Pθ0 la v.a. (X ′
tk
,Λθ

k) sachant X
′
tk−1

= x :

discrétisation numérique de l’EDS (2) entre les instants tk−1 et tk

avec la condition initiale X ′
tk−1

= x

et approximation numérique de l’intégrale stochastique



29 (hypothèses de régularité sur le modèle de Markov caché : 3)

sous l’Hypothèse AC0, nécessairement

Qθ
k(x, dx

′) = Jθ
k (x, x

′)Qk(x, dx
′)

avec

Jθ
k (x, x

′) = E[Λθ
k | Xk−1 = x,Xk = x′]

inclut les modèles dominés de châınes de Markov

on fait ici l’hypothèse plus forte

Qθ
k(x, dx

′) = Jθ
k (x, x

′)Qk(x, dx
′)

avec une expression explicite pour Jθ
k (x, x

′)



30 (hypothèses de régularité sur le modèle de Markov caché : 4)

Hypothèse AC : représentation probabiliste pour le noyau dérivé

Γθ
k φ(x) =

∂

∂θ
Qθ

k φ(x) = Eθ[φ(Xk) Ξ
θ
k | Xk−1 = x]

où

Pθ[Xk ∈ dx′,Ξθ
k ∈ ds′ | Xk−1 = x] = Kθ

k(x, dx
′, ds′)

et facile de simuler une v.a. (Xk,Ξ
θ
k) de loi K

θ
k(x, dx

′, dλ′)

sous l’Hypothèse AC0, et si θ 7−→ Λθ
k est dérivable, alors

Γθ
k φ(x) = E[φ(Xk)

∂ log Λθ
k

∂θ
Λθ
k | Xk−1 = x] = Eθ[φ(Xk)

∂ log Λθ
k

∂θ
| Xk−1 = x]

i.e. l’Hypothèse AC est vérifiée, avec Ξθ
k =

∂ log Λθ
k

∂θ



31 (hypothèses de régularité sur le modèle de Markov caché : 5)

exemple : EDS échantillonnée, dépendant d’un paramètre (suite)

dans le cas simple où σ(x) ≡ I, l’Hypothèse AC est vérifiée avec

Ξθ
k =

∫ tk

tk−1

[
∂bθ

∂θ
(X ′

s)]
∗ dW ′

s −

∫ tk

tk−1

[
∂bθ

∂θ
(X ′

s)]
∗ [bθ(X ′

s)− b(X ′
s)] ds

=

∫ tk

tk−1

[
∂bθ

∂θ
(X ′

s)]
∗ dW ′ θ

s

facile de simuler sous Pθ la v.a. (X ′
tk
,Ξθ

k) sachant X
′
tk−1

= x :

discrétisation numérique de l’EDS (1) entre les instants tk−1 et tk

avec la condition initiale X ′
tk−1

= x

et approximation numérique de la deuxième intégrale stochastique



32 (hypothèses de régularité sur le modèle de Markov caché : 6)

sous l’Hypothèse AC, nécessairement

Γθ
k(x, dx

′) = Iθk(x, x
′)Qθ

k(x, dx
′)

avec

Iθk(x, x
′) = Eθ[Ξθ

k | Xk−1 = x,Xk = x′]

on fait ici l’hypothèse plus forte qu’il existe une expression explicite pour Iθk(x, x
′)

sous l’Hypothèse AC0, on a vu que nécessairement

Qθ
k(x, dx

′) = Jθ
k (x, x

′)Qk(x, dx
′)

de sorte que

Γθ
k(x, dx

′) =
∂ log Jθ

k

∂θ
(x, x′) Jθ

k (x, x
′)Qk(x, dx

′)︸ ︷︷ ︸
Qθ

k(x, dx
′)

i.e.

Iθk(x, x
′) =

∂ log Jθ
k

∂θ
(x, x′)
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• échantillonnage pondéré

approximation Monte Carlo régulière dans les modèles dominés
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• filtre dérivé
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rappel : équation d’évolution pour le filtre optimal

µθk−1

prédiction

−−−−−−−−−→ µθ
k|k−1 = µθk−1Q

θ
k

correction

−−−−−−−−−→ µθ
k =

Ψθ
k µ

θ
k|k−1

〈µθ
k|k−1

,Ψθ
k〉

équation d’évolution pour le filtre dérivé

wθ
k−1 −−−−−−−−−→ wθ

k|k−1
= wθ

k−1Q
θ
k + µθk−1 Γ

θ
k

−−−−−−−−−→ wθ
k =

Ψθ
k (w

θ
k|k−1

+ Sθ
k µ

θ
k|k−1

)

〈µθ
k|k−1

,Ψθ
k〉

− aθk µ
θ
k

avec

Sθ
k(x

′) =
∂ logΨθ

k

∂θ
(x′)



34 (filtre dérivé : 2)

ou bien, en une seule étape

wθ
k = W̄ θ

k (µ
θ
k−1, w

θ
k−1) =

µθk−1 T
θ
k + wθ

k−1R
θ
k

〈µθk−1R
θ
k, 1〉

− aθk µ
θ
k

avec

µT θ
k (dx

′) =

∫

E

µ(dx) [Iθk(x, x
′) + Sθ

k(x
′)] Rθ

k(x, dx
′)

wRθ
k(dx

′) =

∫

E

w(dx) Rθ
k(x, dx

′)

quel schéma d’approximation particulaire pour wθ
k =

∂µθk
∂θ

?



Plan
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35 (filtre particulaire régulier : 1)

approximation particulaire régulière

µθk ≈ µN,θ
k =

N∑

i=1

ui,θk ωi
k δξik

avec

N∑

i=1

ui,θk ωi
k = 1

pour tout θ, et avec

ui,θ0k = · · · = ui,θ0k = 1 pour θ = θ0

distribution empirique pondérée associée à un unique N–échantillon, caractérisé

par l’ensemble (ne dépendant que de θ0, et pas de θ)

Σk = ((ξ1k, ω
1
k) · · · (ξ

N
k , ω

N
k ))

des positions et des poids des particules

et par un ensemble de poids supplémentaires (u1,θk · · ·uN,θ
k ) dépendant de θ



36 (filtre particulaire régulier : 2)

filtre SIR régulier

version avec interaction de l’approche MCML (Monte Carlo maximum likelihood)

(Geyer, JRSS, Series B, 1994)

sous l’Hypothèse AC0, et pour une décomposition d’importance donnée, on a

Rθ
k(x, dx

′) = Qθ
k(x, dx

′)Ψθ
k(x

′)

= Jθ
k (x, x

′)
Ψθ

k(x
′)

Ψk(x′)︸ ︷︷ ︸
rθk(x, x

′)

Qk(x, dx
′)Ψk(x

′)

︸ ︷︷ ︸
Rk(x, dx

′)

= Pk(x, dx
′) rθk(x, x

′)Wk(x, x
′)

︸ ︷︷ ︸
W θ

k (x, x
′)



37 (filtre particulaire régulier : 3)

• sélection des particules de plus forts poids : indépendamment pour i = 1 · · ·N

τ ik ∼ (π1k · · ·π
N
k ) à valeurs dans les indices 1 · · ·N

• mutation selon le noyau d’importance : indépendamment pour i = 1 · · ·N

ξik ∼ Pk(ξ
τ i

k

k−1, dx
′)

• pondération selon le rapport d’importance : pour i = 1 · · ·N

ωi
k ∝

ω
τ i

k

k−1

π
τ i

k

k

Wk(ξ
τ i

k

k−1, ξ
i
k)

et pour chaque valeur θ du paramètre

ui,θk =
u
τ i

k
,θ

k−1 r
θ
k(ξ

τ i

k

k−1, ξ
i
k)

N∑

i=1

ωi
k u

τ i

k
,θ

k−1 r
θ
k(ξ

τ i

k

k−1, ξ
i
k)



38 (filtre particulaire régulier : 4)

si en outre l’application θ 7−→ rθk(x, x
′) est dérivable, alors l’approximation

particulaire µN,θ
k est aussi dérivable : en effet

∂µN,θ
k

∂θ
=

N∑

i=1

∂ui,θk
∂θ

ωi
k δξik

compte tenu que

θ 7−→ ui,θk =
u
τ i

k
,θ

k−1 r
θ
k(ξ

τ i

k

k−1, ξ
i
k)

N∑

i=1

ωi
k u

τ i

k
,θ

k−1 r
θ
k(ξ

τ i

k

k−1, ξ
i
k)

est dérivable, avec pour dérivée

∂ui,θk
∂θ

=

∂

∂θ
[u

τ i

k
,θ

k−1 r
θ
k(ξ

τ i

k

k−1, ξ
i
k)]

N∑

i=1

ωi
k u

τ i

k
,θ

k−1 r
θ
k(ξ

τ i

k

k−1, ξ
i
k)

− aN,θ
k ui,θk

où aN,θ
k est déterminé de façon unique par la condition

N∑

i=1

ωi
k

∂ui,θk
∂θ

= 0



39 (filtre particulaire régulier : 5)

en particulier

wN
k =

∂µN,θ
k

∂θ
|θ=θ0

=

N∑

i=1

ρik ω
i
k δξik

avec

ρik =
∂ui,θk
∂θ

|θ=θ0
= ρ

τ i

k

k−1 + Iθ0k (ξ
τ i

k

k−1, ξ
i
k) + Sθ0

k (ξik)− aNk

où aNk est déterminé de façon unique par la condition
N∑

i=1

ρik ω
i
k = 0



40 (filtre particulaire régulier : 6)

• sélection des particules de plus forts poids : indépendamment pour i = 1 · · ·N

τ ik ∼ (π1k · · ·π
N
k ) à valeurs dans les indices 1 · · ·N

• mutation selon le noyau d’importance : indépendamment pour i = 1 · · ·N

ξik ∼ Pk(ξ
τ i

k

k−1, dx
′)

• pondération selon le rapport d’importance : pour i = 1 · · ·N

ωi
k ∝

ω
τ i

k

k−1

π
τ i

k

k

Wk(ξ
τ i

k

k−1, ξ
i
k)

et

ρik = ρ
τ i

k

k−1 + Iθ0k (ξ
τ i

k

k−1, ξ
i
k) + Sθ0

k (ξik)− aNk

où aNk est déterminé de façon unique par la condition

N∑

i=1

ρik ω
i
k = 0



41 (filtre particulaire régulier : 7)

approximation particulaire de la fonction de log–vraisemblance

`θn =

n∑

k=0

〈µθk|k−1,Ψ
θ
k〉 =

n∑

k=0

log〈µθk−1 R
θ
k, 1〉

avec le filtre SIR régulier

`θn ≈

n∑

k=0

log[

N∑

i=1

ω
τ i

k

k−1

π
τ i

k

k

Wk(ξ
τ i

k

k−1, ξ
i
k) r

θ
k(ξ

τ i

k

k−1, ξ
i
k) ]

le système de particules Σk ne dépend que de θ0 et pas de θ

−→ approximation Monte Carlo globale, régulière, de la fonction de

log–vraisemblance

approximation particulaire de la fonction score
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θ1θ0 θ2 θ3 θ4


